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DISCLAIMER

NO VENGO A 
HABLAR DEL “POR 
QUÉ USAR 
ESTADÍSTICA
BAYESIANA” 
AUNQUE… 



HAY MUY BUENAS 
RAZONES



YA… BUENAS RAZONES… 
ENTONCES ¿POR QUÉ NO 
SE USA MÁS?





UN POCO DE 
HISTORIA



UN TIEMPO 
CONVULSO



ISAAC NEWTON 
(1642 – 1727)
EN BUSCA DE LAS CAUSAS. LA CIENCIA 
AL SERVICIO DE LA RELIGIÓN



GEORGE BERKELEY 
(1685 – 1753) 
CRITICA EL TRABAJO DE NEWTON EN 
SUS ENSAYOS DE 1721, DE MOTU Y DE 
1734 THE ANALYST.



DAVID HUME 
(1711 – 1776)
CRITICA LA IDEA CRISTIANA 
DE QUE DIOS FUESE LA 
CAUSA DE LAS COSAS QUE 
SUCEDÍAN



ABRAHAM DE MOIVRE
(1667 – 1754)
1718, DOCTRINE OF CHANCES



THOMAS BAYES 
(1702 – 1761)

En busca de las causas. 

Demostrar la existencia de Dios

Defender los trabajos de Newton

Los problemas de apuestas de Earl of Stanhope II



PIERRE SIMON LAPLACE 
(1749 – 1827) 
QUERÍA LLEGAR A DEMOSTRAR LAS LEYES DE 
NEWTON HACIENDO EL CAMINO DESDE LO 
OBSERVABLE A SU CAUSA MÁS PROBABLE





Estimado señor:

Le adjunto un escrito hallado entre los papeles de nuestro 
fallecido amigo el Señor Bayes que, en mi opinión, tiene 
gran mérito y debería ser preservado

Richard Price 
Escrito a la Royal Society en 1763



CÓMO FUNCIONA

Yo se algo sobre la causa…

…Observo… 

…Ahora se algo más sobre la causa



p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )



p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Yo sé algo sobre la causa



p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Distribución a priori



EJEMPLO
𝑌: EL TIEMPO EN MINUTOS QUE 
TARDAMOS DEL COLE A CASA

Esta foto de Autor desconocido está bajo licencia CC BY

https://presencianoticias.com/2018/04/27/sabes-cuantos-millones-de-ninas-ninos-y-adolescentes-hay-en-mexico/
https://creativecommons.org/licenses/by/3.0/


“LA CAUSA” 

• El modelo que genera 𝑌

• Una exponencial de media 𝜇



PREVIA SOBRE LA CAUSA: 

• Previa Gamma sobre 𝜇

• “creo que serán unos 8 minutos, pero no lo tengo muy claro” 





p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Distribución a prioriObservo



p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Distribución a prioriVerosimilitud





p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Distribución a prioriVerosimilitud

Ahora se algo más sobre la causa



p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Distribución a prioriVerosimilitud

Distribución a Posteriori





Distribución a Posteriori



Más apuntada



Tengo más información



Los datos son bastante informativos



UN TEOREMA 
TABÚ…
DURANTE MUCHOS AÑOS NO GUSTÓ



FUE 
DENOSTADO 
POR: 

Una cruzada en contra de Laplace

Ser demasiado subjetivo para los matemáticos de la época

Un poco después: Su complejidad de cálculo 



Y, SIN EMBARGO… ERA NECESARIO

JUICIOS SEGUROS ENCONTRAR 
OBJETOS PERDIDOS

DESCIFRAR ENIGMA



Y EN BIOESTADÍSTICA, 
¿PARA QUÉ?



TAMAÑOS DE MUESTRA 
PEQUEÑOS



CÁLCULO DE LA 
POTENCIA

Pero, ¿y si no llego?



TAMAÑOS DE 
MUESTRA 
PEQUEÑOS

• ¿Cuánto nos dicen los datos?

• Al menos sé que no sé nada



… O ANÁLISIS CON MUCHAS VARIABLES 
RESPUESTA

¿Para cuál de todas calculo la potencia?



DEJO QUE LOS DATOS 
ME INFORMEN

En cada variable me darán un volumen 
de información

Puedo incorporar información a priori 
siempre que la tenga



EFECTOS ALEATORIOS Y 
MODELOS COMPLEJOS



UNA 
HERRAMIENTA 
PARA 
DOMINARLOS A 
TODOS



MODELOS
JERÁRQUICOS
BAYESIANOS



UNA FORMA NATURAL 
DE AÑADIR 
INCERTIDUMBRE

• En frecuentista: ¿Tiene sentido unir 
parámetros fijos con variables aleatorias?



EL TIEMPO HASTA EL COLE

Cada día de la semana es diferente:
𝑌#~exp(𝜇#)

𝜇# = 𝛽$ + 𝑏%í'!



EL TIEMPO HASTA EL COLE

Cada día de la semana es diferente:
𝑌#~exp(𝜇#)

𝜇# = 𝛽$ + 𝑏%í'!

Parámetro fijo



EL TIEMPO HASTA EL COLE

Cada día de la semana es diferente:
𝑌#~exp(𝜇#)

𝜇# = 𝛽$ + 𝑏%í'!
𝑏%í'!~𝑁 0, 𝜎 𝑖. 𝑖. 𝑑

Variable 
aleatoria



EL TIEMPO HASTA EL COLE

Cada día de la semana es diferente:
𝑌#~exp(𝜇#)

𝜇# = 𝛽$ + 𝑏%í'!
𝑏%í'!~𝑁 0, 𝜎 𝑖. 𝑖. 𝑑

𝜎~𝑈𝑛𝑖𝑓(3)

Una previa 
sobre 𝜎



APRENDIZAJE SECUENCIAL. 
CUANDO LOS DATOS LLEGÁN

POCO A POCO 



p( Causa | Datos ) = 
p( Datos | Causa ) p( Causa )

p( Datos )

Distribución a prioriVerosimilitud

Distribución a Posteriori



p( Causa | D1 ) = 
p( D1 | Causa ) p( Causa )

p( D1 )



p( Causa | D1, D2 ) = 
p( D2 | Causa,D2) p( Causa | D1 )

p( D1 ,D2)



SELECCIÓN 
DE VARIABLES

𝜃 = (𝛽!, 𝛽", 𝛽#, … , 𝛽$)

𝑿 = (𝑋", 𝑋#, … , 𝑋$)

𝑓 𝜃, 𝑿 = 𝛽! + 𝛽"𝑋" +⋯+ 𝛽$𝑋$



NO VALE CON MIRAR A LAS 
ESTRELLAS

Esta foto de Autor desconocido está bajo licencia CC BY-NC-ND

https://www.mentesliberadas.com/2011/11/21/explorar-las-estrellas-online-planetarium/
https://creativecommons.org/licenses/by-nc-nd/3.0/


NO, NO, ESAS ESTRELLAS NO, 



ESTAS



ESTAS



DOS ENFOQUES

•Forzar que algunos de los parámetros de 𝜽 sean 0 en el modelo más complejo



DOS ENFOQUES

•Forzar que algunos de los parámetros de 𝜽 sean 0 en el modelo más complejo

•Considerar los 2p modelos posibles y seleccionar el mejor

𝑀!: 𝑓! 𝜃, 𝑿 = 𝛽"

𝑀#: 𝑓# 𝜃, 𝑿 = 𝛽" + 𝛽!𝑋!

𝑀$: 𝑓$ 𝜃, 𝑿 = 𝛽" + 𝛽#𝑋#

𝑀%: 𝑓% 𝜃, 𝑿 = 𝛽" + 𝛽$𝑋$

𝑀&: 𝑓& 𝜃, 𝑿 = 𝛽" + 𝛽!𝑋! + 𝛽#𝑋#

𝑀': 𝑓' 𝜃, 𝑿 = 𝛽" + 𝛽!𝑋! + 𝛽$𝑋$

𝑀(: 𝑓( 𝜃, 𝑿 = 𝛽" + 𝛽#𝑋# + 𝛽$𝑋$

𝑀): 𝑓) 𝜃, 𝑿 = 𝛽" + 𝛽!𝑋! + 𝛽#𝑋# + 𝛽$𝑋$



SELECCIÓN BAYESIANA DE VARIABLES

•Un modelo por cada combinación de variables

•Partimos de lo que sabemos de cada modelo 
𝑷(𝑴𝒊)

• Usamos el teorema de Bayes

• Llegamos a la probabilidad a posteriori 
𝑷 𝑴𝒊 𝑫𝒂𝒕𝒐𝒔)



LA GRAN VENTAJA

•Tenemos una probabilidad para cada modelo

•Podríamos combinarlos: BAYESIAN MODEL AVERAGING



PROBABILIDAD DE INCLUSIÓN

•Podemos calcular la probabilidad de que cada variable esté incluida en el modelo

•Y jugar con las combinaciones de varias variables



LOS RETOS

• El teorema de Bayes necesita de distribuciones para 𝜽 y no vale cualquiera. 
• Mucha literatura sobre esta elección

• El número de modelos puede ser enorme: 

• Surfeamos entre los modelos



GRACIAS


